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Réference : chap. 6 of [Hastie et al., 2009] and chap. 6 of [Devroye et al., 1996].

Résumé

On obtient notre premiere analyse théorique d’apprentissage (on va faire des preuves!). On considere
des algorithmes trés simples pour la régression et la classification (le moyennage local), et on prouve déja
la consistance universelle d’'un algorithme de classification.

Algorithmes par moyennage local

On considere la régression au sens des moindres carrés avec des entrées dans X = RY et des sorties réelles
bornées : Y = [~B, B] pour B > 0 et £(y,y') = (y — y')?. Une fonction cible est donc f*(z) = E[Y|X = x].
On considére un ensemble d’entrainement D,, = {(X1,Y1),...,(Xn,Yn)}.

Principe des méthodes par moyennage local : Prédire par la moyenne pondérée des Y; pour des
X; voisins de z. On considere les prédicteurs de la forme

n:x— ZWz(z)Yz,
i=1
ot )i W(z) =1 (les poids sont normalisés).

Algorithme par partition : méthode d’histogrammes

On fixe en avance une partition {Aj, As,...} finie ou dénombrable de X. Soit A(z) I’élément de la
partition contenant = (cette notation reviendra durant toute cette note — a retenir!). On choisit les poids :

Lix;ea()}

Wir) = <,
21:1 Lix,ea@)y

avec la convention % = 0. Lci, 7 fait une prédiction constante sur chacun des A; qui est tout simplement la

moyenne des Y; dans cette cellule. La fonction de prédiction ressemble donc en effet & un ‘histogramme’.

Algorithme des k plus proches voisins (k-p.p.v.)

On suppose que X = RP. On définit les k plus proches voisins de & comme un ensemble Vi (z) de k
éléments de X, = {X1,...,X,} tel que ¥(X;,X;) € Vi(z) x X,\Vi(z), | X; — 2| < [|X; — . Ce sont
exactement les k-p.p.v. s’il n’y a pas d’ex squo.

On définit alors les poids :

_ Lixievien

Wi(z) A



Noyau gaussien Noyau d’Epanechnikov Noyau tricube

1 1 T 1
0.9 9 0.9
0.8 9 0.8
0.7 1 0.7
0.6 1 0.6
0.5 9 0.5
0.4 9 0.4
0.3 1 0.3
0.2 1 0.2
0.1 9 0.1
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Algorithme par noyau : méthode de Nadaraya-Watson

On considére une fonction K : RP — Ry appelé noyau de convolution. Les noyauxr de convolution ont
d’abord été utilisés par Parzen et Rosenblatt pour faire de l'estimation de densité (méthode des fenétres de
Parzen). On appelle h la largeur de bande du noyau.

Les poids de la méthode sont alors définis comme :

K(5%)
Wi(z) = Whm_xl
Do K(5574)
Quelques noyaux classiques sur R :
— le noyau gaussien : t > exp(—t?)
— le noyau quadratique d’Epanechnikov : t (11—t
— le noyau “tricube” : t (1= [t*)%

ol on a noté la fonction partie positive par (x) = max(0, ).

Pour une liste d’autres noyaux on pourra consulter http://en.wikipedia.org/wiki/Kernel_(statistics).
En dimension p on utilisera typiquement des noyaux de la forme K : x — K;(||z||) pour K7 I'un des
noyaux définis pour la dimension 1.

Exercice 1. A quoi correspond la méthode de Nadaraya-Watson pour un noyau gaussien lorsque h — 07

1 Analyse de ’algorithme par partition

Définition 1 (Algorithme par partition). Soit A = {A;,..., Ak, ...} une partition finie ou dénombrable de
X et D, = (X;,Y:)1<icn un échantillon. Pour tout € X', on note A(z) 'élément de la partition qui contient
xz et Na(z) :=card{i € {1,...,n} t.q. X; € A(z)}. L’algorithme d’apprentissage par partition associé est
défini comme suit.

— en régression :

1 n
N X, 7 iDp) == ——= E 1ex, Y; . 1
reX, Na(z;Dy) Na(z) v {Xi€A(z)} i (1)
— en classification binaire () = {0,1}) :
Vo €&, falw Do) =N, (e0,)24) - (2)

Exemple classique dans [0,1]? ou R? : partition réguliere de pas h > 0.


http://en.wikipedia.org/wiki/Kernel_(statistics)

1.1 Lien entre régression et classification pour la méthode plug-in

L’algorithme de classification par partition est un algorithme de type “plug-in” : on apprend d’abord la
fonction de régression par 7, puis on considere le prédicteur pour la classification donné par f = 1551 /2}-

La motivation de cette approche est la suivante. Considérons le probléeme de la classification binaire :
X =R%et Y ={0,1}. Comme {0,1} C R, on peut aussi considérer le probleme de régression au sens des
moindres carrés de Y sur X. Pour la régression la fonction cible est n*(z) = E[Y|X = z] = P(Y = 1| X = z).
Pour la classification la fonction cible est g*(z) = argmax, c,P(Y = y|X = z) = Lipe(2)>13-

Comme 'objectif de la régression dans ce cas-ci est d’apprendre a prédire la probabilité conditionnelle de
Y sachant X il parait naturel de se servir de ce prédicteur pour construire un prédicteur de classification.

Définition 2 (Estimateur plug-in). On suppose Y = {0,1}. Soit 7 : X — R un estimateur de la fonction
derégressionn* ;= E[Y| X =z] =P(Y =1| X =2). On lui associe la régle de classification “plug-in”
f défini par R

Théoréme 1. Soit 7, : R — R un prédicteur pour la régression des moindres carrés et fn : R4 — {0,1}
défini par fo(x) = L5, (2)>1y- Alors le risque pour la régression de n noté R™(i),) = E[(7)a(X) — Y)?|D,]
et le risque pour la classification de f, noté RO'I(J/”\”) = P(ﬁl(X) #Y|D,,) sont liés par la relation

RO (Fa) = REI(S*) < 20/ R79(@) — R7¥(r").
Démonstration.
RO-1 (fn) —ROI(f)=E [\QW*(X) —1] L xoynp(x) ‘ Dn}} ... détails au tableau!
S 2E[|7,(X) = n*(X)|| Dx] ... détails au tableau!

N

2\/E [(ﬁn(X) —n*(X) )2 ‘ Dn} par inégalité de Jensen

=2/R"9 (7,) — R™9 (n*) ...détails au tableau! .

En intégrant par rapport a D,,, on obtient

B[R (F) ~ RO ()] < 2B () (X)) @
< 2VE[R"™9 (7)) — R"9 (n*)]

grace a I'inégalité de Jensen et la concavité de /-. En particulier, si 7, est un estimateur consistant de n*
au sens du risque des moindre carrés, alors 'estimateur plug-in associé est consistant au sens du risque 0-1.

1.2 Condition suffisante de consistance en classification pour les estimateur par
partition

Théoréme 2. On se place en classification binaire (Y = {0,1}) et l'on note RO~ (+) le risque associé a la
perte 0-1. Soit Ay ={A1n,..., Akn,- -}, ey une suite (déterministe) de partitions finies ou dénombrables
de X = R?. Soit J?An Palgorithme par partition associé, donné par la Définition 1. Pour tout E C R?,
on définit son diamétre (éventuellement infini) diam(E) = sup, ,cp{llz —yll} ou ||-| désigne la norme
euclidienne dans R?. Si

1. diam(A,, (X)) — 0 en probabilité, et

2. Ny, (X) — 400 en probabilité,



~

alors, 17 algorithme de classification (fa, )nen est consistant :

E [Ro—l (fAn(-;Dn)” CROL(F) ——0 . (5)

n—-+oo

La démonstration du Théoréme 2 repose notamment sur le lemme suivant (qui peut étre prouvé par
I'inégalité de Jensen et la variance d’une binomiale).

Lemme 1. Soit N > 1, p € [0,1] et Z une variable de loi binomiale de paramétres N et p. Alors,
Z — Np‘ < 1
N | T2yN

Démonstration du Théoréme 2. Notons 7, = a, . Au vu de (4), il suffit de montrer que

?|

E i (X5 Dn) =" (X)| === 0 .
Introduisons la fonction 7,, : X — R définie par
Vee X, 7,(x):=E[n*(X)| X e A,(z)]=E[Y|X € A,(z)] .

(7,, est la meilleure fonction histogramme sur la partition A,,, c’est & dire, constante par morceau sur chacune
des cellules). Alors, d’apres I'inégalité triangulaire,

E (71 (X3 D) — 0" (X)]| < E|7(X; D) = 1, (X) |+ E [7,,(X) — 0" (X)]

‘variance’ ‘biais’

et il suffit de montrer que chacun de ces deux termes tend vers zéro.

Contréle du premier terme E |7, (X; D,) — 7, (X)| Pour tout x € X, conditionnellement & N4, (z),
Na, (@)in(@;Dn) = D Yi
i/ X;€A(x)

est la somme de Ny4, (x) variables de Bernoulli de parameétre P(Y; = 1| X, € A(z)) =7,,(x), donc c’est une
variable binomiale de parameétres (N4, (z),7,,(z)). Ainsi,

E 17 (X5 Dn) =7, (X)|[ X, Na, (X)]

Tin,, (x)>0 . _
< w1, 090) + BN, (X)7,(X: D) = N, (X)7, (X)] ] X, N, ()]

<Tiw. (x1es +]1{NAH<X>>0}
S v o=+ 575 =5

En intégrant, on en déduit

d’apres le Lemme 1.

E 70 (X5 Dp) =1, (X)] <P (Na,(X) =0) +E

TN, (x)>0)
24/Na, (X)
IP’(NAH(X)gk)+ 1

gP(NAn(X):O)_F 2 2\/%

pour tout k > 0. Comme N4, (X) — +o00 en probabilité, ceci implique

1
limsupE |9, (X; D) —7,,(X)]| < —=
im sup |7 ( ) — M (X)) Wi

pour tout k£ > 0, et donc
lim E|ﬁn(X7Dn) *ﬁn(X” =0.

n—-+o0o



Contréle du deuxiéme terme E|7,(X) — n*(X)| Soit € > 0 quelconque. Comme ’ensemble des fonc-
tions continues & support compact est dense dans L;(Px) (ot Px désigne la loi commune des X;), on peut
trouver une fonction g continue & support compact (donc uniformément continue) telle que E |n*(X) — g(X)| <
€. Quitte a remplacer g par min {1, max {0, g} }, on peut supposer que g est a valeurs dans [0, 1]. On définit
alors g,, : X — R par

Vo e X, g.(x) =E[g(X)] X € Ay(2)]

et I'inégalité triangulaire donne
E7,(X) =" (X)| S E[7,(X) =7, (X)| + E[g,,(X) — g(X)[ + E|g(X) — " (X)]

Le troisieme terme est majoré par ¢ par définition de g. Le premier terme est inférieur au troisieéme (donc a
g) car

E7,(X) =G, (X)|=E|E[7,,(X) —7,(X)| An(X)]| car7,(X) —G,(X) est constant & I'intérieur de A4, (X)
)

|
SE[E[|n*(X) — g(X)|| An(X)]]
=En"(X) — g(X)|

Enfin, pour le deuxiéme terme, remarquons que g étant uniformément continue, il existe 6 > 0 tel que g
varie d’au plus e sur tout ensemble de diameétre inférieur & §. Comme g(X) € [0, 1] p.s., on en déduit que

E [, (X) — g(X)| < e + P (diam(A, (X)) > §) < 2¢

pour n assez grand, puisque diam(A,, (X)) — 0 en probabilité. Comme & > 0 peut étre choisi arbitrairement
petit, on a bien montré que E [7,,(X) — n*(X)| — 0 quand n — 400, d’ou le résultat. O

1.3 Consistance universelle pour les partitions régulieres en classification

Pour l'instant, le Théoreme 2 nous donne une condition suffisante de consistance, mais sans préciser si
cette condition peut étre satisfaite sans connaitre a priori la loi P des données. L’exemple suivant montre
qu'un bon choix de partition de R? permet d’avoir la consistance universelle.

Définition 3. Pour tout i > 0, on définit A" (h) la partition régulicre de pas h > 0 de R? en cubes de taille
h définis par la grille réguliere hZ?. Autrement dit,

d
A"(h) = {H[k:h (ki+1)h[/k17...,kdel}

i=1
Théoreme 3. Soit (hp)nen une suite de réels strictement positifs, (A”(hn))nen la suite de partitions
réguliéres de R? associée (donnée par la Définition 3) et (fAr(hn) . le classifieur par partition associé.
ne

Alors, si
hp — 0 et nhd — +oo

quand n — 400, l’algorithme (fAr(hn)) . est uniwersellement consistant : pour toute loi P des données,
ne
E| R (Farg(Dn) ) | = RO ) —— 0. (7)
n—-+o00
La démonstration du Théoreme 3 repose notamment sur le lemme suivant.
Lemme 2. Soit N > 1, p €]0,1] et Z une variable de loi binomiale de paramétres N et p. Alors,

Np 4
PlZ<<— | <— .
< 2) Np ®)



Démonstration du Théoréme 3. 11 suffit de vérifier que les deux hypotheses du Théoréeme 2 sont satisfaites
quelle que soit la loi P. Comme diam(A”(h,)) = v/dhe, la condition sur le diametre est satisfaite dés lors
que hy, — 0. Pour la deuxiéme condition, fixons M € |0, +oo[ et majorons P (NAr(h”)(X) > M)

Soit S une boule centrée a l'origine. Elle a une intersection non-vide avec au plus ¢; + cah,, @ cellules de
la forme Hle[kihn , (k; + 1)h,,[ avec k1, ..., kq € Z, o ¢1,c2 > 0 sont des constantes. On a alors

P (N ar(n)(X) < M) < > P(Xe€B,Ng<M)+P(X¢5)
BeA"(hy,) /| BNS#D

Considérons une cellule B € A" (h,) quelconque telle que P(X € B) > 0 et majorons P(X € B, Ng < M).
Deux cas sont possibles :
(i) Soit P(X € B) < 2L et alors
2M
p

P(XeB,Ng<M)<

(ii) Soit P(X € B) > %, et alors on va appliquer le Lemme 2, en remarquant que sachant X € B,
Z = Np suit une loi binomiale de parametres n et P (X € B). Ainsi,

P(Xe€B,Ng<M)=P(X € B)P(Ng<M| X € B)

<IP’(X€B)]P’<NB<n]P();€B)‘ XeB)

4 4
< I S
\P(XGB)TL]P’(XEB) n

Au final, on a donc

P (Nar(n,)(X) > M) <card{B e A"(h,) /BNS #0}

max {4,2M } P
n

max{;lL,QM} FP(X¢S)

< (e1 +c2hy?) (X ¢59)

et lorsque n tend vers linfini, par 'hypothése nh¢ — +oo, ce majorant tend vers P(X ¢ S) qui peut
étre rendue arbitrairement petite. Ainsi, pour tout M > 0, P (NAT'(hn)(X) > M) — 0 lorsque n — 400,
c’est-a-dire, Nr(p,)(X) — 400 en probabilité. O
1.4 Partition et minimisation du risque empirique

Il est intéressant de noter que les prédicteur par partition peuvent aussi s’interpréter comme des prédicteurs
minimisant le risque empirique (définies au premier cours).

Proposition 3. Soit A une partition finie ou dénombrable de X. En régression avec le risque quadratique,
le prédicteur par partition associée a A minimise le risque empirique sur [’ensemble de prédicteurs

Sh={f:X+— R mesurable /Yk > 1, f est constante sur Ay}

des fonctions constantes sur chaque élément de la partition.
De méme, en classification binaire avec le risque 0-1, le prédicteur par partition minimise le risque
empirique sur l’ensemble de prédicteurs

SG={f:X—{0,1} mesurable /Yk 21, f est constante sur Ay} .



Théoréeme de Stone

Le théoreme de Stone que nous ne démontrerons pas généralise I’argument que nous avons vu pour les
algorithme par partition a un ensemble assez général de méthodes par moyennage local. Il s’applique aux
plus proches voisins, aux méthodes d’histogrammes et au prédicteurs de Nadaraya-Watson.

Théoréme 4. (Stone) Supposons que les poids W et la loi des données d’entrainement satisfont
(i) 3e>0, Vf:X Ry, VaeN, E[Y WiX)f(X:)| <cE[f(X)]
i=1
(ii)) 3D >0, YneN, Y |[Wi(X)|<D Pp.s,
i=1

(iii) Ya > 0, E[Z |Wi(X)|]l{HX1‘,—X||>a}] SO
=1

n—oo

(iv) iWi(X) 51,

n—oo

(v E[immﬂ —

Alors f :z — Yo, Wi(2)Y; est consistant pour la loi des données d’entrainement.
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